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1. Popǐste, jaké úlohy je schopen řešit Perceptron. V jakých př́ıpadech je trénovaćı algoritmus
úspěšný a co je v takovém př́ıpadě jeho řešeńı? V jakých př́ıpadech naopak trénováńı selže?

2. Mějme lineárńı klasifikátor pro dvě tř́ıdy popsaný rovnici y(x) = wTx + w0. Popǐste, jak se
změńı rozhodovaćı hranice (hyperrovina odděluj́ıćı tř́ıdy), když zvětš́ıme parametr w0



3. Mějme natrénované pravděpodobnostńı modely (např. GMM) popisuj́ıćı rozložeńı hustoty
pravděpodobnosti př́ıznak̊u p(x|C1) a p(x|C2) dvou tř́ıd C1 a C2. Pro trénováńı těchto model̊u
jsme měli k dispozici 1000 trénovaćıch vzor̊u pro tř́ıdu C1 a 2000 trénovaćıch vzor̊u pro tř́ıdu
C2. Vı́me ale, že v ćılové aplikaci nám bude přicházet desetkrát v́ıce vzor̊u z tř́ıdy C1, než z
tř́ıdy C2. Napǐste, jak v ćılové aplikaci budeme klasifikovat nově př́ıchoźı vzor x, tak abychom
minimalizovali pravděpodobnost chyby.

4. Mějme dvě jednorozměrné náhodné veličiny x a y s gaussovským rozložeńım N (x|µx, σ
2
x) a

N (y|µy, σ
2
y), jaké bude společné (dvourozměrné) rozložeńı hustoty pravděpodobnosti p(x, y) za

předpokladu, že jsou obě náhodné veličiny na sobě statisticky nezávislé.



5. Mějme kovariančńı matici odhadnutou na určité množině trénovaćıch dat. Vlastńı č́ısla této
kovariančńı matice odpov́ıdaj́ı jistým varianćım v těchto trénovaćıch datech. O jaké variance
se jedná?

6. Odhad středńı hodnoty gaussovského rozložeńı s maximálńı věrohodnost́ı (Maximum Likeli-
hood) je prostý pr̊uměr trénovaćıch dat. Popǐste, jak se k tomuto výsledku dojde. Napǐste
vzoreček objektivńı funkce, kterou se snaž́ıme maximalizovat (stač́ı v obecné podobě pro
jakýkoli model). Naznačte postup řešeńı. Plné odvozeńı bude oceněno bonusovým bodem.
:-)



7. Popǐste, jak provedeme klasifikaci nového vzoru metodou k-nejbližš́ıch soused̊u (K- nearest
neighbours).

8. Co je to Detection Error Tradeoff (DET) křivka? Jakou závislost vyjadřuje? Jakou informaci z
této křivky źıskáme nav́ıc oproti prostému sečteńı chyb, které udělá klasifikátor na testovaćıch
datech?


